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第1章 はじめに

ブレインマシンインターフェース (BMI)とは, 脳と機械をつなぐ技術である. BMI

には, 脳波などの脳活動を利用して人の意思を直接機械に伝える技術や, 機械からの
情報を直接脳に伝え人の感覚に干渉する技術が含まれる. それらの中でも人の脳波
から思考を読み取り, 機械を操作する研究が特に盛んにおこなわれている. 例えば,

脳波で車いすを操作する研究 [1] や, 仮想キーボードを制御する研究 [2] などが行わ
れてきた. 脳波とは, 脳内で生じる電気活動であり, 頭部に設置した電極で記録され
る. 近年では, 小型で可搬性に優れ, かつ時間的分解能が高い脳波計測器が開発さ
れていることも, BMI の研究が盛んに行われている一因である. また, Schirmeister

らはニューラルネットワークの一種である CNN でも, 従来の脳波解読技術である
FBCSP [3] と同等の高い精度で脳波を分類できることを示した [4].

BMI の研究の中には, 障がい者に向けた義手の開発や, 障がいを持たない健常者
に向けた第 3の手の開発などを行っているものがある. 前者は人の身体能力を補う
ことを目的としており, 筋肉の信号や脳波から動作の意図を読み取ることで, あたか
も自分の腕のように自在に操作できる義手などが開発されている [5]. 後者は人の身
体能力を拡張することを目的としており, 足の動作と連動させることで両腕が自由
な状態で操作することができる第 3の手 (図 1.1) [6] や, あらかじめ動作を記憶させ
ることで半自動的に操作できる第 3の手などの開発が行われている (図 1.2) [7]. し
かし, BMI で第 3の手を自在に操作するのは難しいと考えられる. その原因として
人が本来持っていない 3本目の手の動作をイメージする必要があることや, 両腕を
動かすことに伴う脳活動と区別する必要があることがあげられる. 国際電気通信基
礎技術研究所 (ATR)は, 被験者に両腕を動かしながらロボットアームに対する特定
の操作意図を持ってもらい, その操作意図を検出する新しい BMI 手法を開発し, 脳
波による BMI でロボットアームを操作する実験を行った [8]. ロボットアームは被
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験者の左横に設置され, 肩からもう 1本腕が出ている (図 1.3). 実験では, 被験者は
両手で板を持ち, 板の上に置かれたボールが, 板に描かれた 4つの図形の上を順に回
るように板を動かし続けた. 被験者はこの間, ペットボトルが差し出されたときにロ
ボットアームでペットボトルをつかむよう指示された (図 1.4). ここで, ペットボト
ルが差し出されたときにロボットアームでペットボトルを握ることができ, またペッ
トボトルが引き戻されたときにロボットアームを下ろすことができれば成功とみな
し, それ以外の場合を失敗とし, 成功率を測定した. 実験の結果, ロボットアームを
うまく操作できる人と, できない人とが明確に分かれ, これにはマルチタスク能力が
関わっていると考えられると述べている. この研究によって, 両腕を動かしながら第
3の手を BMI によって操作できることが明らかになった. ところが, 第 3の手と生
来の手の脳波を分類できるかは明らかになっていない.

そこで, 本研究では第 3の手と生来の手の脳波をCNN によって分類できるかどう
か, 手を握るときの脳波を計測して CNN による分類精度を算出することで検証す
る. また, 前述の国際電気通信基礎技術研究所 (ATR)による研究で, マルチタスク
能力が実験結果に影響を与えていたことを踏まえ, 本研究では単一課題実験実行時
の脳波を計測して, 脳波と関係のない要素が関与しないようにする. 第 3の手を含め
た 3本の手のうち 1つの手だけを握るという単一課題における脳波を CNN で学習
する. 学習した脳波とは別のデータをテスト用データとして用意し, これらにCNN

を適用して 3本の手それぞれについての分類精度を算出する. この分類精度によっ
て CNN による分類がうまく行われているか調べ, BMI による第 3の手の制御が実
現できるか評価する. また, 第 3章では第 3の手を右に表示した場合と左に表示した
場合のCNN による分類精度を比較し, 利き手と表示位置の関係を検証する.
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図 1.1: 足の動作と連動する第 3の手

図 1.2: 半自動的に操作できる第 3の手
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図 1.3: ロボットアーム
図 1.4: 実験の様子
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第2章 単一課題実行時における脳波分類

2.1 概要
単一課題実行時における脳波を計測し, CNN によって第 3の手と生来の手を分類
できるか検証した (実験 1). 具体的には, 第 3の手を含めた 3本の手のうちランダム
に 1つの手だけを握る課題を与え, その際の脳波を計測しCNN で学習させ, テスト
用のデータに適用し分類精度を算出した.

2.2 脳波計
本実験では, 脳波計, Emotiv EPOC Flex Gel Kit (以下, EPOC Flex と呼ぶ) (図

2.1) [9] を使用した. EPOC Flex は, 電極数が 34 (内 2つは基準電極), 内部サンプリ
ングレートは 1024Hz で, 128Hz にダウンサンプルされた信号を取得することができ
る. EPOC Flex は図 2.2のように, 導電性ジェルを塗布した電極を専用のキャップに
固定して, そのキャップを被って使用する. 電極は EPOC Flex のユーザーマニュア
ル [10] に記されているように配置し, 頭全体を覆った (TP9, TP10に基準電極, Cz,

Fz, Fp1, F7, F3, FC1, C3, FC5, FT9, T7, CP5, CP1, P3, P7, PO9, O1, Pz, Oz, O2,

PO10, P8, P4, CP2, CP6, T8, C4, FC2, FC6, FT10, F8, F4, Fp2に電極を配置し
た) (図 2.3). 使用した導電性ジェルはWeaver 社のTen20 である.
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図 2.1: Emotiv EPOC Flex

図 2.2: EPOC Flexによる脳波計測の様子
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図 2.3: 電極の配置
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2.3 脳波計測の手順
脳波を計測する際の手順について詳しく説明する. 与えられる単一課題は, 生来の
手と第 3の手の 3本の手のうちランダムに 1つの手を握るものである. 実験を開始す
ると, まず図 2.4のように 3本の手が画面に映し出される. 次に, 図 2.5のようにラン
ダムに 1つの手の上にランプが点灯する. その後, ビープ音が鳴るので, 音が鳴った
あとにランプが点灯した手を握る (第 3の手の場合は握る動作をイメージする). こ
のとき, 画面の手も握る様子が表示される (図 2.6). 脳波はビープ音が鳴ってから 3

秒間計測される. このように, 手を握る動作以外の要素が関与しない脳波を計測する.
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図 2.4: 課題開始時の画面

図 2.5: ランプ点灯時の画面

図 2.6: 手を握る画面
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2.4 データセット
実験被験者は 23歳の男性 1名である. 被験者は, 生来の手と第 3の手の 3本の手
の, 手を握る動作についてそれぞれ 3秒間の計測を 360試行ずつ行った. このうち
300試行ずつ, 計 900試行をCNN の学習に使うための学習用脳波データとし, 60試
行ずつ, 計 180試行を分類精度を算出するためのテスト用脳波データとした.

2.5 CNNの学習
CNN の学習の前処理として, 学習用脳波データをCNN の入力サイズにクロップ
した. クロップとはCNN の入力サイズよりも大きいデータからCNN の入力サイズ
に切り出すことであり, 切り出す時刻を変えることで複数のデータとして扱う, 画像
認識の分野でよく使われているデータの水増しの手法である. クロップは, Howard

の研究 [11] により, 画像分類タスクにおいてその有用性が確認されてから, 主に画像
認識の分野で一般的なデータ拡張の手法として用いられるようになった. クロップ
が EEG データに対しても有用であることが, Schirrmeister らにより確認されてい
る [4] . ところで, クロップは適度に適用すると過学習を抑える効果があるが, 過剰
に適用すると逆に過学習に陥ってしまうことがある. これは, データ拡張を行うこと
で元データに強く現れている特徴をより強く学習してしまうからである. そのため,

今回はCNN の入力サイズを 128, クロップ時のステップ幅を 40に設定したものと,

CNN の入力サイズを 256, クロップ時のステップ幅を 80に設定したものを用いた.

これは同研究室の太田貴士による研究 [12] を参考にした. クロップすることで入力
サイズが 128の CNN の学習用脳波データ数を 5040, 入力サイズが 256の CNN の
学習用脳波データ数を 1440とした. CNN のアーキテクチャは, Schirrmeister らの
研究 [4] で使われていた CNN を参考にして, 表 2.1, 表 2.2のように決定した. この
CNN で学習用脳波データを学習してテスト用脳波データに適用することで, それぞ
れの手の分類精度を算出した.
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表 2.1: 入力サイズが 128の CNNのアーキテクチャ
レイヤー サイズ 出力 フィルター数 活性化関数 ドロップアウト率

conv2D (21, 1) (108, 34) 60 ... ...

conv2D (1, 34) (108, 1) 80 Relu

average pooling2D (2, 1) (54, 1) 80

Dropout (54, 1) 0.2

Conv2D (17, 1) (43, 1) 110 Relu

average pooling2D (2, 1) (43, 1) 110

Dropout (14, 1) 0.2

Conv2D (17, 1) (2, 1) 230 Relu

average pooling2D (2, 1) (1, 1) 230

Dropout (1, 1) 0.2

Flatten (230)

Dropout (230) 0.2

Dense (230) Softmax

総パラメータ数 602053

訓練パラメータ数 601093

非訓練パラメータ数 960

表 2.2: 入力サイズが 256の CNNのアーキテクチャ
レイヤー サイズ 出力 フィルター数 活性化関数 ドロップアウト率

conv2D (21, 1) (236, 34) 25 ... ...

conv2D (1, 34) (236, 1) 35 Relu

average pooling2D (2, 1) (118, 1) 35

Dropout (118, 1) 0.2

Conv2D (16, 1) (103, 1) 50 Relu

average pooling2D (2, 1) (103, 1) 50

Dropout (51, 1) 0.2

Conv2D (14, 1) (2, 1) 80 Relu

average pooling2D (2, 1) (1, 1) 80

Dropout (1, 1) 0.2

Flatten (220)

Dropout (220) 0.2

Dense (220) Softmax

総パラメータ数 230138

訓練パラメータ数 229538

非訓練パラメータ数 600
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2.6 結果と考察
結果を表 2.3, 表 2.4に示す. いずれのCNN 入力サイズでも, 第 3の手の分類精度
が最も高く, 右手と左手の分類精度が第 3の手より低くてほぼ同じであることが分
かる. 第 3の手の分類精度が高くなったのは, 第 3の手がよく分類できたと考えられ
る他, 実際の手とそうでない手で分けられて分類精度が高くなったという可能性も
考えられる. また, CNN の入力サイズが大きいほど分類性能が高くなることが文献
[12] により明らかになっており, 本実験の結果もそれに従っていることが確認でき
る. 入力サイズが 256のCNN の結果だけを見ると, いずれの手も分類精度が高いた
め, CNN によって生来の手と第 3の手を分類できると考えられる. しかし, 入力サ
イズが 128のCNN の結果を見ると, 生来の手の分類精度が低く, 分類できるとは言
い難い. ところで, 国際電気通信基礎技術研究所 (ATR)が行った実験では, 得られ
たデータは 250Hz でサンプリングされ, 短時間フーリエ変換 (STFT)によりデータ
処理されている. そのため, その実験結果は分類精度という観点から, 本研究の実験
結果と単純比較できない. 一方で ATR は, BMI でロボットアームを動かす訓練を
することでマルチタスク能力が向上する可能性について述べている. 訓練により能
力が向上するという点は本研究にも当てはまるだろう. 本研究の被験者は今回初め
てBMI による脳波測定を行った. 入力サイズが 128のCNN は分類精度が低かった
が, 訓練により分類精度が向上する可能性がある. また入力サイズが 256のCNN は
訓練せずとも分類精度が高かった. よって, CNN による生来の手と第 3の手の分類
は可能であると考えられる.

表 2.3: 入力サイズが 128の CNN での分類精度 (%)

右手 左手 第 3の手
48.1 42.5 91.9

表 2.4: 入力サイズが 256の CNN での分類精度 (%)

右手 左手 第 3の手
77.9 78.6 90.8
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第3章 第3の手の左右位置の違い

3.1 概要
次に, 第 3の手を右に表示した場合と左に表示した場合のCNN による分類性能を
比較し, 利き手と表示位置の関係を検証した (実験 2). 第 2章の実験 1では第 3の手
を右に設置していたため, 同様の実験を第 3の手を左に設置した場合について行い,

CNN による分類精度を比較した. 被験者, データ数, CNN の構成は実験 1と同じで
ある.
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図 3.1: 実験 1の画面

図 3.2: 実験 2の画面

3.2 結果と考察
結果を表 3.1, 表 3.2に示す. いずれのCNN 入力サイズでも実験 1と実験 2とで分
類精度が少ししか変わっていない. 第 3の手を右と左のどちらに表示しても分類精
度に影響はなさそうである. よって, 第 3の手を実用化する際には人が良く使う利き
手と反対のほうに設置することで, 生来の手の動きを邪魔することなく制御できる
のではないかと考える.
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表 3.1: 入力サイズが 128の CNN での分類精度 (%)

右手 左手 第 3の手
実験 1 48.1 42.5 91.9

実験 2 46.8 45.9 87.9

表 3.2: 入力サイズが 256の CNN での分類精度 (%)

右手 左手 第 3の手
実験 1 77.9 78.6 90.8

実験 2 73.5 72.4 87.5
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第4章 むすび

本研究では, BMI によるロボットハンドのような第 3の手の制御を実現するため
に, 第 3の手と生来の手の脳波をCNN によって分類できるかどうか, 単一課題実行
時の脳波を計測してCNN による分類精度を算出することで検証した. また, 第 3の
手を右に表示した場合と左に表示した場合の比較を行い, 利き手と表示位置の関係
を検証した. 実験によりCNN による分類精度は十分であり, 第 3の手と生来の手の
脳波を分類できると考えられる. 第 3の手は右と左のどちらに表示しても分類精度
に影響はないことが分かった. 本研究では被験者 1名で実験を行ったが, より普遍的
な見解を得るためには被験者を増やす必要がある. 脳波情報は人によって特徴が大
きく異なるため, 異なる被験者の脳波データを用いて学習したCNN は, 同じ被験者
の脳波データを用いて学習したCNN に比べて, 分類性能が低いと一般的に言われて
いる. Yonghao Song らはこの問題点を指摘しており, 異なる被験者の脳波データを
用いた脳波分類タスクのためのデータ拡張手法を提案している [13] . そのため今後
の課題として, 異なる被験者に同じ数の脳波データを用意してもらい, 各々で CNN

を学習し分類精度を比較することがあげられる. また, 本実験では画面に手を模した
CGモデルを映し出したが, 佐々木智也らの研究 [6] [7] や国際電気通信基礎技術研究
所 (ATR)の研究 [8] などは実際の手とロボットアームを用いて, リアルタイムで第
3の手を BMIによって制御する実験を行っている. 実際に第 3の手を実用化する際
には, 人間の手を模したロボットアームを装備すると考えられるため, ロボットアー
ムを用いた実験も必要である.
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